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Resumo

Este trabalho tem como proposta desenvolver uma metodologia que facilite o aprendizado de Redes Neurais Artificiais por estudantes de Ciência da Computação e mais amplamente iniciar um processo de implantação das revolucionárias técnicas de Redes Neurais Artificiais no dia-a-dia das pessoas, principalmente em empresas.

Para isso, é proposto inicialmente o desenvolvimento um protótipo de simulador de Redes Neurais Artificiais, em forma de applet para Internet, para que os alunos possam não só utilizá-lo, mas também ter acesso ao seu código e entender o seu funcionamento.

O trabalho também indicará como este protótipo poderá ser então futuramente otimizado e melhorado para divulgar a utilização de técnicas de Redes Neurais. Com isso pretende-se aumentar o uso de softwares que utilizem a tecnologia de Redes Neurais por parte das empresas, deixando transparente para o usuário final os detalhes específicos da área.

A Web foi escolhida como ambiente, pelo fácil acesso e disponibilidade oferecidos aos potenciais usuários de sistemas desse tipo: alunos dos mais diversos departamentos de informática que poderão facilmente trocar informações.


Aos meus pais, aos meus orientadores

 e aos amigos Flávia e Carlos.
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Introdução

Redes Neurais Artificiais (RNAs) são sistemas paralelos distribuídos compostos por unidades de processamento simples (nodos) que computam determinadas funções matemáticas (normalmente não-lineares). Tais unidades são dispostas em uma ou mais camadas e interligadas por um grande número de conexões, geralmente unidirecionais. Na maioria dos modelos estas conexões estão associadas a pesos, os quais armazenam o conhecimento representado no modelo e servem para ponderar a entrada recebida por cada neurônio da rede. O funcionamento destas redes é inspirado em uma estrutura física concebida pela natureza: o cérebro humano [BCL98].

Nessa última década houve um extraordinário crescimento em interesse no estudo das Redes Neurais Artificiais pela comunidade internacional. Esta retomada de interesse na área foi proporcionado principalmente pelo avanço da tecnologia, sobretudo da microeletrônica, que vem permitindo a implementação física de modelos de nodos e sua conexão de modos anteriormente impensáveis e também pelo fato de a escola simbolista não ter conseguido avanço significativo em tarefas simples para um ser humano, mesmo com seu sucesso em problemas de outras áreas.

O objetivo principal deste trabalho é, primeiramente, propor uma metodologia de ensino de Redes Neurais Artificiais aos alunos de graduação em cursos de Ciência da Computação de modo que eles possam realmente entender e se familiarizar com o  funcionamento dos diversos modelos existentes, com seus algoritmos e suas implementações, não tendo acesso unicamente aos conceitos básicos da área.

Desse modo, caso um estudo mais aprofundado na área seja desejado, o aluno saberá realmente como os modelos existentes funcionam, além das suas reais dificuldades e facilidades para implementação – o que sem dúvidas tornará a escolha do modelo e da linguagem de programação a mais adequada ao projeto a ser desenvolvido ou ao tópico a ser mais profundamente estudado.

Não bastassem os motivos acima, um conhecimento mais aprofundado de como os modelos existentes funcionam propiciam também maiores informações para pesquisadores que estejam desenvolvendo novos modelos de Redes Neurais Artificiais. Um conhecimento mais abrangente desde o início dos seus estudos disponibiliza ao pesquisador informações mais precisas sobre em que áreas ou aspectos determinados modelos devem ser melhorados e o que pode ser mantido para que a nova rede seja mais eficiente.

O que tem acontecido com a grande maioria dos alunos é que nos seus estudos iniciais é lançado mão do uso de simuladores já existentes que na maioria das vezes demonstram o que as Redes Neurais Artificiais são capazes de realizar, sem, no entanto, demonstrar como a realização é obtida. Quando o aluno então avança para um estágio mais aprofundado no estudo das Redes Neurais, ele sente, na maioria das vezes, falta de informações mais detalhadas, tendo então que perder tempo para conseguir essas informações que poderiam ter sido facilmente aprendidas no estágio anterior.

Durante o desenvolvimento deste trabalho, notou-se que um outro objetivo também poderia ser alcançado: levar a usuários não-especialistas (principalmente às empresas) aplicativos que utilizassem as técnicas de Redes Neurais Artificias que fossem ao mesmo tempo de fácil utilização e que necessitassem o mínimo de conhecimento específico por parte dos usuários finais.

Com esses objetivos em mente surgiu a idéia de desenvolvimento de um protótipo que serviria aos dois propósitos: como base para que os alunos implementassem os diversos modelos de Redes Neurais Artificiais existentes e, feitas as devidas modificações, como demonstração da facilidade de uso a pessoas interessadas em aplicativos que utilizassem Redes Neurais Artificiais para resolução de problemas específicos.

Estado da Arte


A tecnologia de Redes Neurais Artificiais é uma ferramenta que vêm sendo cada vez mais utilizada nesses últimos anos nas mais diversas áreas de aplicação. O uso dessa tecnologia já encontra-se disseminado em inúmeras áreas, onde objetivos de desempenho ótimo, monitoramento de atividades e integração de sistemas são almejados e cada vez mais surgem soluções que se utilizam de Redes Neurais Artificiais em novas áreas que superam as soluções obtidas pelos métodos convencionais [VFLB96, BL98, Bra98].


Como exemplos de algumas áreas onde a utilização de Redes Neurais Artificiais tem obtido enorme sucesso, pode-se citar:

· Previsão de vazões [VL98a]

· Predição de demanda de energia elétrica [VL98b]

· Projeto de sistemas especialistas [Lud98]

· Reconhecimento de caracteres [aa96b]

· Previsão de ações na bolsa [Yod94]

· Verificação de assinaturas [MWG88]

· Segurança em transações com cartões de crédito [RC94]

· Diagnóstico médico [BRG95]


Conhecer a técnica, ou no caso, as técnicas existentes de Redes Neurais Artificiais é tão importante quanto conhecer o problema a ser abordado, por isso é tão importante que ao aluno – futuro pesquisador – seja disponibilizado o mais completo e abrangente estudo possível. 


Para isso, neste trabalho foi sugerido o desenvolvimento de um protótipo de simulador que propicia ao aluno à medida que ele vá implementando um maior entendimento do que está sendo feito.

Redes Neurais Artificiais

Sendo objeto de estudo de diferentes áreas de pesquisa tais como Ciência, da Compu​tação, Engenharia, Física, Matemática, Estatística, Neurofisiologia, Psicologia Cogni​tiva, Medicina e Percepção Humana, entre outras - a área de Redes Neurais Artificiais tem crescido consideravelmente nos últimos anos. Apesar de Redes Neurais Artificiais como tópico de pesquisa não ser novo, os trabalhos iniciais mais relevan​tes são datados de 1943, apenas mais recentemente é que a área ga​nhou grande interesse da comunidade científica mundial. O conceito de “novo”, vem principalmente do grande impulso adquirido com o aparecimento de novos paradig​mas, do desenvolvimento da tecnologia dos computadores - com máquinas cada vez mais rápidas e baratas – e de hardware específico, e de uma análise bem fundamentada em métodos científicos desenvolvida a partir do início dos anos 80. A idéia básica em Redes Neurais Artificiais é que unidades de proces​samento simples computando certas funções matemáticas, dispostas em uma ou mais camadas e interligadas por um grande número de conexões (normalmente unidirecionais) apresentam um grande poder computacional. Às unidades, se atribui o nome de neurônios e à estrutura de conexão entre elas de Rede Neural. Geralmente essas conexões estão associadas a pesos, os quais armazenam o conhecimento representado no modelo e servem para ponderar a entrada recebida por cada neurônio da rede.

Entre os muitos aspectos em que a abordagem difere da computação convencional pode-se citar o fato de a arquitetura das Redes Neurais Artificiais ser inspirada numa estrutura física concebida pela natureza que é o cérebro humano. Modelos matemáticos simplificados de sistemas inspirados na estrutura paralela do cérebro são propostos e é estudado como esses modelos podem ser empregados na solução de vários problemas computacionais. Os modelos são investigados com relação a diferentes aspectos dependendo principalmente dos interesses do pesquisador, que podem ser tanto de um ponto de vista de engenharia, na solução de problemas práticos, como pode ser, por outro lado, do ponto de vista de psicologia, como o do estudo de fenômenos observados em mecanismos de processamento de informação humana.

Uma Rede Neural Artificial é um processador distribuído paralelo, naturalmente propenso para armazenar um conhecimento experimental e torná-lo disponível para uso. Em particular, a semelhança que Redes Neurais Artificiais apresentam em relação ao cérebro humano pode ser de uma forma mais fundamental associada com as seguintes colocações [Hay94]:

1. O conhecimento é adquirido em uma rede neural através de um processo de aprendizagem.

2. O conhecimento é armazenado em conexões (sinapses) existentes entre os elementos da rede, representadas através de pesos.

A definição de modelos em particular varia largamente por existir uma vasta quantidade de estruturas em utilização; entretanto, alguns elementos básicos estão sempre presentes em todos os modelos e a caracterização particular de cada um deles é que define a classe ou o tipo da rede. São estes:

· As características de função das unidades de processamento da rede individualmente ou a forma como as unidades operam;

· A topologia da rede, ou a forma como as unidades se conectam e

· A estratégia ou o algoritmo empregado para a aprendizagem ou treinamento da rede.

Benefícios da utilização de Redes Neurais Artificiais 


É aparente que uma Rede Neural tem seu poder computacional relacionado principalmente a sua estrutura fortemente distribuída e paralela e também à sua capacidade de aprender e por conseqüência generalizar (ou seja, capacidade que a Rede Neural possui de  produzir saídas razoáveis para entradas não apresentadas na fase de aprendizagem/treinamento). Essas duas capacidades de informação-processamento tornam possível a solução de problemas complexos por meio da utilização de técnicas de Redes Neurais Artificiais. Na prática, entretanto, Redes Neurais Artificiais não podem por si só gerar soluções. Devem sim, serem integradas numa consistente abordagem de Engenharia de Sistemas. Sendo mais específico, deve-se tomar o problema complexo o qual desejamos chegar a uma solução, decompô-lo num certo número de tarefas relativamente simples e atribuir a determinadas destas tarefas (reconhecimento de padrões, memória associativa, controle, etc.) técnicas de Redes Neurais Artificiais para solucioná-las.


O uso de Redes Neurais Artificiais oferece as seguintes propriedades e capacidades úteis:

1. Não-linearidade. Um neurônio é basicamente um dispositivo não-linear. Consequentemente uma rede neural, composta por uma interconexão de neurônios, é por si própria, não-linear. Além disso, é uma não-linearidade especial no modo que ela é distribuída através da rede. A não-linearidade é uma propriedade de suma importância, principalmente se o mecanismo físico que está por baixo, responsável pela geração de um sinal de entrada for inerentemente não-linear.

2. Mapeamento Entrada-Saída. Um paradigma popular de aprendizado chamado de aprendizado supervisionado envolve a modificação dos pesos sinápticos de uma rede neural por meio da aplicação de exemplos de treinamento. Cada exemplo é composto de um sinal de entrada único e sua resposta desejada correspondente. À rede é apresentado um exemplo escolhido aleatoriamente do conjunto e os pesos são modificados de modo a minimizar a diferença entre a resposta desejada e a resposta realmente produzida pela rede neural de acordo com um critério estatístico. O treinamento da rede é repetido até que ela chegue a um estado estável, a partir do qual não haja uma mudança significativa nos pesos. Desse modo, a rede aprende através de exemplos construindo um mapeamento entrada-saída para o problema que está sendo tratado.

3. Adaptação. Redes Neurais possuem uma capacidade embutida de adaptar os seus pesos a mudanças no ambiente ao seu redor. Em particular, uma rede neural treinada para operar num ambiente específico pode ser facilmente retreinada para lidar com pequenas mudanças nas condições de operação. Além disso, quando ela está operando num ambiente não-estacionário (um no qual as estatísticas são modificadas de acordo com o tempo), uma rede neural pode ser projetada para modificar seus pesos em tempo real. A arquitetura natural de uma rede neural para classificação de padrões, processamento de sinais e aplicativos de controle, juntamente com a capacidade adaptativa da rede, fazem com que ela seja uma ferramenta ideal para uso em classificação de padrões adaptativos, processamento de sinais adaptativos e controle adaptativo. Como regra geral, pode-se dizer que o quão mais adaptativo um sistema for feito de um modo propriamente projetado, assumindo que o sistema adaptativo seja estável, mais robusto será o seu desempenho quando ele for requisitado a operar num ambiente não-estacionário. Entretanto, deve-se enfatizar que  a capacidade de adaptação nem sempre leva à robustez, podendo na verdade, levar ao caso totalmente contrário. Por exemplo, um sistema adaptativo com constantes de tempo curtas pode mudar rapidamente tendendo a responder a falsas mudanças, causando então uma degradação no desempenho do sistema. Para que os benefícios da capacidade de adaptação sejam totalmente aproveitados, as constantes principais de tempo do sistema devem ser longas o suficiente para que ele ignore perturbações falsas mas ainda curtas o suficiente para responder a mudanças significativas no ambiente.

4. Resposta evidente. No contexto de classificação de padrões, uma rede neural pode ser projetada para prover informações não somente sobre qual padrão em particular escolher, mas também na confiança da decisão feita. Esta última informação pode ser utilizada para rejeitar padrões ambíguos, caso surjam, e desse modo melhorar o desempenho da classificação da rede.

5. Informação contextual. O conhecimento é representado pela estrutura e estado de ativação da rede. Cada neurônio da rede é potencialmente afetado pela atividade global de todos os outros neurônios dela. Consequentemente a informação contextual é lidada com naturalidade pela rede neural.

6. Tolerância a falha. Uma rede neural, implementada na forma de hardware, é potencialmente tolerante a falhas de modo que o seu desempenho não é degradado de forma abrupta em condições adversas.

7. Implementabilidade em VLSI. A natureza enormemente paralela de uma Rede Neural torna-a potencialmente rápida para a computação de certas tarefas. Esta mesma característica torna uma rede neural ideal para implementação utilizando a tecnologia VLSI (very-large-scale-integrated).
8. Uniformidade de Análise e Projeto. Basicamente as redes neurais dispõem da universalidade como processadores de informação. Ou seja, a mesma notação é utilizada em todos os domínios envolvendo aplicações de redes neurais. Esta característica se manifesta em três formas diferentes:
· Os neurônios, de uma forma ou de outra, representam um elemento comum a todas as redes neurais;
· O fato anterior permite que teorias e algoritmos de aprendizado sejam compartilhados em diferentes aplicações de redes neurais;
· Redes Neurais modulares podem ser construídas através de uma consistente integração dos módulos. 
9. Analogia neurobiológica. O projeto de uma rede neural é motivado pela analogia com o cérebro, o qual é uma prova viva de que o processamento paralelo tolerante a falha é não somente fisicamente possível mas também rápido e poderoso. Os neurobiólogos olham para as Redes Neurais Artificiais como uma ferramenta de pesquisa para a interpretação do fenômeno neurobiológico. Por exemplo, as redes neurais foram utilizadas para prover idéias no desenvolvimento de circuitos pré-motores do sistema oculomotor (responsável pelo movimento dos olhos) e na maneira com ele processa os sinais. Por outro lado, os engenheiros olham para a neurobiologia à procura de novas idéias para solucionar problemas mais complexos que aqueles baseados nas técnicas de projeto convencionais. Para esse caso pode-se mencionar o desenvolvimento de um modelo de sonar baseado no dos morcegos. A motivação nesse caso é desenvolver um novo sonar superior aos já existentes projetados pelos métodos convencionais. Há também um outro importante modo pelo qual a analogia neurobiológica é útil: ela provê uma esperança e crença (e, até certa extensão, uma prova) de que  o entendimento físico das estruturas neurobiológicas podem sim influenciar na arte da eletrônica e por conseqüência no VLSI.

O processo de aprendizado


Redes Neurais Artificiais possuem a capacidade de aprender por exemplos e fazer interpolações e extrapolações do que aprenderam. No aprendizado conexionista não se procura obter regras como na abordagem simbólica da Inteligência Artificial, mas determinar a intensidade de conexões entre neurônios. Um conjunto de procedimentos bem definidos para adaptar os parâmetros de uma Rede Neural Artificial para que a mesma possa aprender uma determinada função é chamado de algoritmo de aprendizado. Como era de se esperar, não há um único algoritmo de aprendizado. O que há é um conjunto de ferramentas representadas por diversos algoritmos (que diferem basicamente pela maneira pela qual o ajuste dos pesos é realizado), cada qual com suas vantagens e desvantagens.


A utilização de uma Rede Neural Artificial na solução de uma tarefa passa inicialmente por uma fase de aprendizagem, onde a rede extrai informações relevantes de padrões de informação apresentados para a mesma, criando assim uma representação própria para o problema. A etapa de aprendizagem consiste em um processo iterativo de ajuste de parâmetros da rede, os pesos das conexões entre as unidades de processamento, que guardam, ao final do processo, o conhecimento que a rede adquiriu do ambiente em que está operando. Uma definição geral do que vem a ser aprendizagem pode ser expressa da seguinte forma [MM70]:

Aprendizagem é o processo pelo qual os parâmetros de uma rede neural são ajustados através de uma forma continuada de estímulo pelo ambiente no qual a rede está operando, sendo o tipo específico de aprendizagem realizada definido pela maneira particular como  ocorrem os ajustes realizados nos parâmetros.


Diversos métodos para treinamento de redes foram desenvolvidos, podendo estes serem agrupados em dois paradigmas principais: Aprendizado Supervisionado e Aprendizado Não Supervisionado. Outro paradigma bastante conhecido é de Aprendizado por Reforço, que pode ser considerado um caso particular do Aprendizado Supervisionado. Nas próximas seções, esse três principais paradigmas serão mais detalhados, porém vale lembrar que existem também outros paradigmas e mecanismos de aprendizado tais como Aprendizado por Competição, Correção de Erros, Aprendizado Hebbiano, Modelo de Linsker, Regra de Oja, Regra de Yuille, Modelo de Kohonen entre outros [BCL98].

Aprendizado Supervisionado

Este método de aprendizado é o mais comum no treinamento das Redes Neurais Artificiais, tanto de neurônios com pesos, como de neurônios sem pesos, sendo chamado aprendizado supervisionado porque a entrada e saída desejadas para a rede são forneci​das por um supervisor (professor) externo. O objetivo é ajustar os parâmetros da rede, de forma a encontrar uma ligação entre os pares de entrada e saída fornecidos. A Figura 1 ilustra o mecanismo de aprendizado supervisiona​do. O professor indica explicitamente um comportamento bom ou ruim para a rede, visando direcionar o processo de treinamento. A rede tem sua saída cor​rente (calculada) comparada com a saída desejada, recebendo informações do supervisor sobre o erro da resposta atual. A cada padrão de entrada submetido à rede, compara-se a resposta desejada (que representa uma ação ótima para ser realizada pela rede) com a resposta calculada, e ajusta-se os pesos das conexões para minimizar o erro. A minimização da diferença é incremental, já que pequenos ajustes são feitos nos pesos à cada etapa de treinamento, de tal forma que estes caminhem - se houver solução possível - para uma solução. A soma dos erros quadráticos de todas as saídas é normalmente utilizada como medida de desempenho da rede e também como função de custo a ser minimi​zada pelo algoritmo de treinamento.
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Figura 1 - Aprendizado supervisionado
A desvantagem do aprendizado supervisionado é que na ausência do pro​fessor, a rede não conseguirá aprender novas estratégias para situações não cobertas pelos exemplos do treinamento da rede. 

Os exemplos mais conhecidos de algoritmos para aprendizado supervisionado são a Regra Delta [WH60] e a sua generalização para redes de múltiplas camadas, o algoritmo de backpropagation [RHW86].

O aprendizado supervisionado pode ser implementado basicamente de duas formas: off-line e on-line. Para treinamento off-line, os dados do conjunto de treinamento não mudam, sendo que uma vez obtida uma solução para a rede, esta deve permanecer fixa. Caso novos dados sejam adicionados ao conjunto de treinamento, um novo treinamento, envolvendo também os dados anteriores, deve ser realizado para se evitar interferência no treinamento anterior. 

Por sua vez, no aprendizado on-line, o conjunto de dados muda continuamente, sendo que a rede deve estar em contínuo processo de adaptação.

Aprendizado Não Supervisionado

No aprendizado não supervisionado, como o próprio nome sugere, não há um professor ou supervisor para acompanhar o processo de aprendizado. Este método é ilustrado na Figura 2. 

Apesar de a semelhança entre o aprendiza​do supervisionado com o aprendizado nos seres humanos, muitos dos sistemas biológicos ocorrem através de aprendizado não supervisionado, como por exem​plo os estágios iniciais dos sistemas de visão e audição. 


Figura 2 - Aprendizado não supervisionado
Para estes algoritmos, somente os padrões de entrada estão disponíveis para a rede, ao contrário do aprendizado supervisionado, cujo conjunto de treinamento possui pares de en​trada e saída. A partir do momento em que a rede estabelece uma harmonia com as regularidades estatísticas da entrada de dados, desenvolve-se nela uma habilidade de formar representações internas para codificar características da entrada e criar novas classes ou grupos automaticamente. Este tipo de aprendi​zado, só se torna possível quando existe redundância nos dados de entrada. Sem redundância seria impossível encontrar quaisquer padrões ou características dos dados de entrada.

A estrutura do sistema de aprendizado não supervisionado pode tomar u​ma variedade de formas diferentes. Ela pode, por exemplo, consistir de uma camada de entrada, uma camada de saída, conexões feed-forward da entrada para a saída e conexões laterais entre os neurônios da camada de saída. Um outro exemplo é uma rede feed-forward com múltiplas camadas, onde a livre organização procede na base de camada por camada. 

Nestes dois exemplos, o processo de aprendizado consiste em modificar repetidamente o peso sináptico de todas as conexões do sistema em resposta às entradas. 

Aprendizado por Reforço

O aprendizado por reforço pode ser visto como um caso particular de aprendiza​do supervisionado. A principal diferença entre o aprendizado supervisionado clássico e o aprendizado por reforço é a medida de desempenho usada em cada um dos sistemas.

No aprendizado supervisionado, a medida de desempenho é baseada no conjunto de respostas desejadas usando um critério de erro co​nhecido, enquanto que no aprendizado por reforço o desempenho é baseado em qualquer medida que possa ser fornecida ao sistema. 

No aprendizado por reforço, a única informação de realimentação fornecida à rede é se uma determi​nada saída está correta ou não. Isto é, não é fornecida à rede a resposta correta para o padrão de entrada. O aprendizado por reforço é ilustrado na Figura 3.


Figura 3 - Aprendizado por reforço
O aprendizado por reforço é uma forma de aprendizado on-line obtido por um mapeamento de entrada-saída através de um processo de triagem e erro desen​volvido para maximizar o índice de desempenho escalar chamado de sinal de reforço. O termo aprendizagem por reforço foi inicialmente citado por Minsky [Min6l] em seus estudos iniciais de Inteligência Artificial. A idéia básica que está por trás do termo "reforço" tem sua origem em estudos experimentais sobre aprendizado dos ani​mais [Ham90]. Sutton [SBW91] reformulou o dito por Thorndike na seguinte definição de aprendizado por reforço:

Se uma ação tomada pelo sistema de aprendizagem é seguida de estados satisfatórios, então a tendência do sistema de produ​zir esta ação particular é reforçada. Se não for seguida de estados satisfatórios, a tendência do sistema de produzir esta ação é enfra​quecida.

O paradigma de aprendizagem por reforço pode ter:

·  Aprendizagem associativa: o meio fornece outras informações além do reforço e um mapeamento, na forma estímulo-ação, deve ser aprendido.

· Aprendizagem não associativa: o sinal de reforço é a única entrada que o sistema recebe do meio. O sistema seleciona uma única ação ótima, ao invés de associar diferentes ações com diferentes estímulos.

Classes de Aprendizado por Reforço

Como foi dito anteriormente, aprendizado por reforço é uma forma de apren​dizado supervisionado já que a rede tem algum feed-back do ambiente. Este feed-back, que é um simples sinal de reforço (sim/não), é apenas uma avaliação do desempenho da rede sem fornecer alguma informação instrutiva de como proceder para melhorar o desempenho. Muitas vezes, este método de apren​dizado é chamado de aprendizado com crítica ao invés de aprendizado com professor. Quando o sinal de reforço diz que uma saída está errada, ele não dá nenhuma sugestão de qual poderia ser a resposta certa. 

Existem algumas classes de problemas de aprendizado por reforço, dependendo da natureza do ambiente:

· Classe I: No caso mais simples, o sinal de reforço é sempre o mesmo para um dado par de entrada-saída. Com isto existe um mapeamento definido para cada entrada-saída que a rede deve aprender, ou pelo menos um, se houver muitas saídas corretas para uma dada entrada. Os padrões de entrada são escolhidos aleatoriamente ou pelo ambiente, sem, no entanto, nenhuma referência às saídas anteriores.

· Classe II: Uma extensão comum é para um ambiente estocástico. Aqui um par de entrada-saída determina apenas a probabilidade de um reforço positivo. No entanto, essa probabilidade é fixa para cada par de entrada​-saída, e mais uma vez a seqüência de entrada não depende do passado. 

· Classe III: Ambos os sinais de reforço e padrões de entrada podem depen​der arbitrariamente das saídas anteriores da rede. 

As Redes MLP


Dentre os vários tipos de Redes Neurais Artificiais existentes, as redes perceptron multi-camadas são as redes mais utilizadas parte por sua facilidade de implementação, parte por sua simplicidade. Estas redes têm sido utilizadas para uma grande variedade de aplicações; por esses motivos, o modelo MLP foi o escolhido para implementação do protótipo proposto por este trabalho. O objetivo desta seção é descrever e explicar o funcionamento das Redes Neurais Artificiais do tipo perceptron multi-camadas, ou MLP, explicitando também as razões pelas quais esse modelo fora o escolhido para implementação.

O Perceptron

O trabalho original de McCulloch e Pitts [MP43] enfocou o modelamento de um neurônio biológico e sua capacidade computacional através da apresen​tação de vários exemplos de topologias de rede com capacidade de execução de funções Booleanas.

Naquela época surgiam os primeiros computadores di​gitais e entende-se que a associação de um modelo artificial de um neurônio biológico com funções Booleanas estava provavelmente ligada ao pensamento vigente na época de que era possível construir uma máquina inteligente através de operadores lógicos básicos.

Foi somente com o trabalho de Frank Rosenblatt em 1958 [Ros58] que o conceito de aprendizado em Redes Neurais Artificiais foi introduzido. O modelo proposto por Rosenblatt, conhecido como perceptron [Ros58] , era com​posto por uma estrutura de rede tendo como unidades básicas nodos MCP e de uma regra de aprendizado. Alguns anos mais tarde, Rosenblatt demonstrou o teorema de convergência do perceptron, o qual mostra que um nodo MCP treinado com o algoritmo de aprendizado do perceptron sempre converge, caso o problema em questão seja linearmente separável [Ros62].

A topologia. original descrita por Rosenblatt era composta por unidades de entrada (retina), por um nível intermediário formado pelas unidades de associação e por um nível de saída formado pelas unidades de resposta. Embora esta topologia original possua três níveis, ela é conhecida como perceptron de uma única camada, já que somente o nível de saída (unidades de resposta) possui propriedades adaptativas. 

A retina consiste basicamente de unidades sensoras, sendo que as unidades intermediárias de associação, embora sejam formadas por nodos MCP, possuem pesos fixos, definidos antes do período de treinamento.

Apesar de ter causado grande euforia na comunidade científica da época, o perceptron não teve vida muito longa, já que as duras críticas de Minsky e Papert [MP69] à sua capacidade computacional causaram grande impacto sobre as pesquisas em Redes Neurais Artificiais, o que levou a um grande desinteresse pela área durante os anos 70 e início dos anos 80. Esta visão pessimista sobre a capacidade do perceptron e das Redes Neurais Artificiais de uma maneira geral mudou com as descrições da rede de Hopfield em 1982 [Hop82] e do algoritmo backpropagation em 1986. Foi em conseqüência destes trabalhos que a área de Redes Neurais Artificiais ganhou novo impulso, ocorrendo a partir do final dos anos 80, uma forte expansão no número de trabalhos de aplicação e teóricos envolvendo Redes Neurais Artificiais e técnicas correlatas.

Redes MLP

Conforme já abordado na seção anterior, as redes de uma só camada resolvem apenas problemas linearmente separáveis. A solução para problemas não linearmente separáveis passa pelo uso de redes com uma ou mais camadas intermediárias, ou escondidas. 

Segundo [Cyb89], uma rede com uma camada intermediária pode implementar qualquer função contínua. A utilização de duas camadas intermediárias, permite a aproximação de qualquer função [Cyb88]. Deve ser observado que permitir a implementação (aprendizado) da função não implica, como é o caso da rede perceptron, na garantia de implementação da função. Dependendo da distribuição dos dados, a rede pode convergir para um mínimo local ou pode demorar demais para encontrar a solução desejada.

O problema passa a ser então como treinar estas redes. Uma possibilidade seria a divisão da rede em um conjunto de sub-redes, uma sub-rede para ca​da camada, com treinamento independente. Em uma rede com uma camada intermediária, por exemplo, a primeira camada escondida poderia ser formada por um conjunto de redes perceptron, uma rede para cada grupo de entradas linearmente separáveis. Na camada de saída, uma outra rede combina as saídas produzidas pelas redes da primeira camada, gerando a classificação final. Esta solução esbarra na dificuldade de dividir um problema em sub-problemas. Ge​ralmente esta divisão ou não é possível ou é muito complicada.

Uma outra alternativa seria treinar a rede completa de uma só vez. O problema agora se torna como treinar os nodos da camada intermediária desta rede. Qual seria a resposta desejada para estes nodos? Ou melhor, como seria definido o erro destes nodos? O problema passa agora a ser a definição do erro dos nodos das camadas intermediárias. Se uma função de ativação do tipo limiar for utilizada, a avaliação do erro será bastante complexa, uma vez que os nodos das camadas intermediárias e de saída não saberão o quão distantes as respostas de seus nodos estão dos valores desejados, um dos problemas da rede perceptron. 

Uma alternativa seria a utilização de funções de ativação lineares. No entanto, uma rede com mais de uma camada cujos nodos utilizam funções de ativação lineares é equivalente a uma rede de uma só camada. 

Para treinar as redes com mais de uma camada foi proposto um método que se baseia em gradiente descendente [RHW86]. A fim de que este método possa ser utilizado, a função de ativação precisa ser contínua, diferenciável e, de preferência, não decrescente. A função de ativação deve informar os erros cometidos pela rede para as camadas anteriores com a maior precisão possível. A alternativa utilizada para superar os problemas acima citados foi a utilização de funções de ativação do tipo sigmoidal.

A seguir será apresentada uma introdução às ca​racterísticas básicas das redes MLP, mostrando sua motivação e capacidade. Posteriormente, será apresentado o principal algoritmo utilizado para treinar tais redes, o algoritmo backpropagation, além de algumas variações deste algo​ritmo que foram desenvolvidas nos últimos anos com o objetivo de melhorar o seu desempenho.

Arquitetura do MLP

Conforme visto anteriormente, a inexistência ou desconhe​cimento de algoritmos para treinar redes com uma ou mais camadas interme​diárias foi uma das causas da redução das pesquisas em Redes Neurais Artificiais na década de 70.

Redes MLP apresentam um poder computacional muito maior do que aquele apresentado pelas redes sem camadas intermediárias. Ao contrário destas redes, as MLPs podem tratar com dados que não são linearmente separáveis. 

Teorica​mente, redes com duas camadas intermediárias podem implementar qualquer função seja ela linearmente separável ou não [Cyb89]. A precisão obtida e a implementação da função objetivo dependem do número de nodos utilizados nas camadas intermediárias.

Conforme já observado, um dos principais aspectos relacionados ao projeto de redes MLP diz respeito à função de ativação utilizada. Diversas funções de ativação têm sido propostas para redes multi-camadas. Estas funções são não lineares e diferenciáveis. As funções precisam ser diferenciáveis para que o gradiente possa ser calculado, direcionando o ajuste dos pesos. A maioria delas é também não decrescente. A função de ativação mais utilizada é sigmoidal logística. A orientação da sigmoidal é determinada pela direção do vetor de pesos w. 0 valor do termo de polarização, correspondente ao peso w0, determina a locali​zação da função sigmoidal, ou seja, define a posição da função sigmoidal com relação ao eixo da ordenada.

Funcionalidade

Em uma rede multi-camadas, o processamento realizado por cada nodo é de​finido pela combinação dos processamentos realizados pelos nodos da camada anterior que estão conectados a ele. Quando se segue da primeira camada inter​mediária em direção à camada de saída, as funções implementadas se tornam cada vez mais complexas. Estas funções definem como é realizada a divisão do espaço de decisão. Para uma rede com pelo menos duas camadas interme​diárias, pode-se dizer, a grosso modo, que o seguinte processamento ocorre em cada uma das camadas:
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Figura 4 – Esquema de uma rede MLP

· Primeira camada intermediária: cada nodo traça retas no espaço de padrões de treinamento.

· Segunda camada intermediária: cada nodo combina as retas traçadas pelos neurônios da camada anterior conectados a ele, formando regiões conexas onde o número de lados é definido pelo número de unidades a ele conectados.

· Camada de saída: cada nodo forma regiões que são combinações das regiões convexas definidas pelos nodos a ele conectados da camada ante​rior. Os nodos definem, desta maneira, regiões com formatos abstratos. 

Pode ser dito que as unidades intermediárias de uma rede MLP funcionam como detectores de características. Elas geram uma codificação interna dos pa​drões de entrada, que é então utilizada para a definição da saída da rede. Dado um número grande o suficiente de unidades intermediárias, é possível formar representações internas para qualquer conjunto de padrões de entrada.

Cybenko [Cyb89], além de outros pesquisadores [HSW89,Fun89], investi​gou o número de camadas intermediárias necessárias para a implementação de classes de funções em uma Rede Neural Artificial. Os resultados obtidos indicam que:

· Uma camada intermediária é suficiente para aproximar qualquer função contínua [Cyb89, HKP9l].

· Duas camadas intermediárias são suficientes para aproximar qualquer função matemática [Cyb89].

Deve ser observado, contudo, que em alguns casos, a utilização de duas ou mais camadas intermediárias pode facilitar o treinamento da rede. A utilização de um grande número de camadas intermediárias não é recomendado no entan​to, pois cada vez que o erro medido durante o treinamento é propagado para a camada anterior ele se torna menos útil ou preciso. A única camada que tem uma noção precisa do erro cometido pela rede é a camada de saída. A última camada intermediária recebe apenas um estimativa sobre o erro. A penúltima camada intermediária, uma estimativa da estimativa, e assim por diante.

Com relação ao número de nodos nas camadas intermediárias, este é ge​ralmente definido empiricamente. Este número depende fortemente da distri​buição dos padrões de treinamento e validação da rede. Alguns métodos, no entanto, têm sido propostos. Os mais utilizados são:

· Definir o número de unidades em função do número de entradas e saídas. Deve ser observado que este método não pode ser utilizado de forma genérica.

· Utilizar um número de conexões dez vezes menor que o número de exem​plos. Este método apenas reduz a incidência de overfitting. Se o número de exemplos for muito maior que o número de conexões, overfitting é im​provável, mas pode ocorrer undefitting (a rede não converge durante o seu treinamento).

O número adequado de nodos na camada intermediária depende de vários fatores, tais como:

· Número de exemplos de treinamento;

· Quantidade de ruído presente nos exemplos;

· Complexidade da função a ser aprendida;

· Distribuição estatística dos dados de treinamento.

Existem problemas que necessitam apenas de uma unidade de entrada e uma unidade de saída, e outros que podem precisar de milhares de unidades intermediárias. O número de unidades intermediárias pode também, em alguns casos, crescer exponencialmente com o número de entradas. A solução neural mais eficiente é aquela onde o número de unidades cresce apenas polinomial​mente com o aumento do número de unidades de entrada.

Para a solução de problemas práticos de reconhecimento de padrões, aloca​-se para a rede um número de unidades intermediárias suficientes para a solução do problema. Deve-se ter cuidado para não utilizar nem unidades demais, o que pode levar a rede a memorizar os padrões de treinamento, ao invés de extrair as características gerais que permitirão a generalização ou reconhecimento de padrões não vistos durante o treinamento (este problema é chamado de ovefitting), nem um número muito pequeno, que pode forçar a rede a gastar tempo em excesso tentando encontrar uma representação ótima (as unidades utiliza​das podem ficar sobrecarregadas, tendo que lidar com um elevado número de restrições.

Otimização da topologia

Conforme observado, uma das maiores dificuldades em se definir a estrutura de uma Rede Neural Artificial é o fiel dimensionamento de sua to​pologia. Normalmente, o número de camadas e o número de nodos em cada camada é definido em função de uma inspeção prévia nos dados e da complexi​dade do problema. Uma vez definida a topologia inicial, a estrutura final mais adequada para o modelamento é normalmente obtida através de refinamentos sucessivos, que podem levar a um tempo de dimensionamento alto, já que este tem um grande componente empírico.

O objetivo desta etapa de ajuste é a obtenção de uma topologia de rede que modele com precisão os dados do conjunto de treinamento, mas que também resulte em uma aproximação com boa capacidade de generalização. Como, na maioria dos casos, o conjunto de treinamento de uma Rede Neural Artificial é composto de da​dos experimentais, estes contêm implicitamente erros inerentes aos processos de amostragem. Desta forma, a aproximação através de Redes Neurais Artificiais deve ser feita visando a obtenção de uma estrutura que seja capaz de modelar os dados sem modelar o ruído contido neles.

Este é um problema no projeto de Redes Neurais Artificiais conhecido na literatura como bias and variance dilemma [GBD92], que envolve a obtenção de um modelo que não seja muito rígido a ponto de não modelar fielmente os dados, mas que também não seja excessivamente flexível a ponto de modelar também o ruído.

O equilíbrio entre a rigidez e a flexibilidade da rede é obtido através de seu dimensionamento. Quanto maior a sua estrutura, maior o número de parâmetros livres ajustáveis e, consequentemente, maior a sua flexibilidade. Porém, quando os dados são apresentados à rede, não se tem real conhecimen​to de sua complexidade, daí a dificuldade do problema de dimensionamento.

Uma forma de se evitar o ovefitting é estimar o erro de generalização du​rante o processo de treinamento [Ree93]. Para isto, o conjunto de dados é dividido em conjunto de treinamento e conjunto de validação. O conjunto de treinamento é utilizado na modificação dos pesos e o conjunto de validação é utilizado para estimar a capacidade de generalização da rede durante o proces​so de aprendizagem.

O treinamento deve ser interrompido quando o erro do conjunto de validação começar a subir, ou seja, quando a rede começar a incorporar o ruído presente nos dados, o que causa degradação na sua capacidade de generalização [Ree93]. Embora esta alternativa possa se mostrar eficiente em algumas situações, a sua utilização é limitada para os casos em que um conjunto de treinamento muito grande está disponível, já que os dados do conjunto de validação não podem ser utilizados para treinamento.

Uma outra solução conhecida é a adoção de técnicas de pruning [Ree93] que, por sua vez, envolvem a eliminação de pesos e nodos irrelevantes para função executada pela rede. 

Existem basicamente dois tipos de métodos de pruning: métodos baseados na avaliação da sensibilidade da saída e os métodos que envolvem modificações na função de custo [Ree93]. 

A filosofia dos métodos do primeiro grupo é a retirada de elementos da rede e subsequente verificação da variação do erro de saída [IS89, Kar90, LCBD+90]. Caso a retirada do elemento não cause grande variação no erro de saída, conclui-se que a rede é pouco sensível a este e que o mesmo pode ser retirado sem perda da capacidade de a rede modelar os dados.

A desvantagem deste método é que a retirada dos elementos não considera a correlação entre estes. Um exemplo de situação em que este método poderia falhar seria o caso de dois nodos que anulam as suas saídas em uma camada intermediária da rede. Como um par eles não causam nenhum efeito na saída de rede mas individualmente podem ter um grande efeito quando a remoção de um deles é analisada [Ree93] .

Por sua vez, os métodos que envolvem modificação na função de custo [HN87, LCDS90] utilizam, em uma primeira etapa, termos de regularização [TA77] adicionados ao termo de erro padrão. A idéia destes algoritmos é a obtenção de soluções com pesos de norma mínima; para isto, as soluções com valores altos de pesos são penalizadas durante o treinamento. Começa-se com uma rede com topologia super-dimensionada e desta são retirados os pesos ir​relevantes.

Treinamento de Redes MLP

Existem atualmente vários algoritmos para treinar redes MLP [RM86, Fah88,  Rie94, Pea92, Bat9l, HM94]. Estes algoritmos são geralmente do tipo supervi​sionado. De acordo com os parâmetros que eles atualizam, os algoritmos para treinamento de redes do tipo MLP podem ser classificados em:

· Estáticos;

· Dinâmicos.

Enquanto os algoritmos estáticos não alteram a estrutura da rede, variando apenas os valores de seus pesos, os algoritmos dinâmicos podem tanto reduzir quanto aumentar o tamanho da rede (número de camadas, número de nodos nas camadas intermediárias e número de conexões). Quando o aprendizado estático é utilizado, a mesma regra de aprendizagem é empregada para redes do tipo MLP com diferentes tamanhos e formatos. É interessante observar que topologias diferentes podem resolver o mesmo problema.

O algoritmo de aprendizado mais conhecido para treinamento destas redes é o algoritmo backpropagation [RM86]. A maioria dos métodos de aprendiza​do para Redes Neurais Artificiais do tipo MLP utilizam variações deste algoritmo. O algoritmo backpropagation foi um dos principais responsáveis pelo ressurgimento de in​teresse em Redes Neurais Artificiais. Embora a popularização deste algoritmo tenha surgido a partir de l986, ele foi proposto muito antes, com diferentes propósitos, por diferentes pesquisadores.

O algoritmo backpropagation é um algoritmo supervisionado, que utiliza pares (entrada, saída desejada) para, através de um mecanismo de correção de erros, ajustar os pesos da rede. O treinamento ocorre em duas fases, onde cada fase percorre a rede em um sentido. Estas duas fases são chamadas de fase forward e fase backward. 

A fase forward é utilizada para definir a saída da rede para um dado padrão de entrada. A fase backward utiliza a saída desejada e a saída fornecida pela rede para atualizar os pesos de suas conexões. 

A fase forward envolve os seguintes passos:

l. A entrada é apresentada à primeira camada da rede, a camada C0.

2. Para cada camada Ci a partir da camada de entrada:

2.1 Após os nodos da camada Ci (i > 0) calcularem seus sinais de saída, estes servem como entrada para a definição das saídas produzidas pelos nodos da camada Ci+1.

3. As saídas produzidas pelos nodos da última camada são comparadas às saídas desejadas.

A fase backward envolve as etapas listadas a seguir:

1. A partir da última camada, até chegar na camada de entrada:

1.1 Os nodos da camada atual ajustam seus pesos de forma a reduzir seus erros.

1.2 O erro de um nodo das camadas intermediárias é calculado utilizando os erros dos nodos da camada seguinte conectados a ele ponderados pelos pesos das conexões entre eles.

O algoritmo backpropagation que faz uso destas duas fases, é apresentado a seguir.

1. Inicializar pesos e parâmetros.

2. Repita até o erro ser mínimo ou a realização de um dado número de ciclos:

2.1 Para cada padrão de treinamento X: 

2.1.1 Definir saída da rede através da fase forward.

2.1.2 Comparar as saídas produzidas com as saídas desejadas.

2.1.3 Atualizar pesos do nodos através da fase backward.
O algoritmo backpropagation é  baseado na regra delta proposta por Widrow e Hoff [WH60], sendo por isto também chamada de regra delta generalizada. Este algoritmo propõe uma forma de definir o erro dos nodos das camadas intermediárias, possibilitando o ajuste de seus pesos. Estes são realizados utilizando o método do gradien​te. Na literatura de análise numérica, a regra delta generalizada é conhecido como o "método da bola pesada'' [Ber95].

A regra delta generalizada requer que as funções de ativação utilizadas pelos nodos sejam contínuas, diferenciáveis e, geralmente, não decrescentes da entrada total recebida pelo nodo. Estas funções são chamadas de funções semi​lineares.

Um dos problemas enfrentados no treinamento de redes MLP diz respeito à definição de seus parâmetros. A seleção dos parâmetros de treinamento do algoritmo backpropagation é um processo tão pouco compreendido que é mui​tas vezes chamado de "magia negra" . Pequenas diferenças nestes parâmetros podem levar a grandes diferenças tanto no tempo de treinamento como na ge​neralização obtida. Não é raro encontrar na literatura tempos de treinamento para um mesmo problema que diferem em uma ou mais ordens de magnitude, utilizando o mesmo método de treinamento.

Uma dúvida que surge naturalmente diz respeito a quando parar de treinar a rede. Existem vários métodos para a determinação do momento onde o treinamento deve ser encerrado. Estes métodos são chamados de critérios de parada. Os critérios de parada mais utilizados são:

1. Encerrar o treinamento após N ciclos;

2. Encerrar o treinamento após o erro quadrático médio ficar abaixo de uma constante (;

3. Encerrar o treinamento quando a porcentagem de classificações cor​retas estiver acima de uma constante ( (mais indicado para saídas binárias);

4. O erro de validação começa a aumentar indefinidamente;

5. Combinação dos métodos acima.

Outro aspecto que precisa ser observado é a freqüência de atualização dos pesos. A freqüência de ajuste dos pesos influencia o desempenho obtido durante o treinamento. Duas abordagens diferentes têm sido utilizadas quanto à fre​qüência (periodicidade para o ajuste de pesos pelo algoritmo backpropagation:

· Por padrão (on-line);

· Por ciclo (batch).

Existem vantagens e desvantagens em cada uma destas abordagens. Na abordagem por padrão, os pesos são atualizados após a apresentação de cada padrão de treinamento. Esta abordagem é estável se a taxa de aprendizado for pequena (é aconselhável reduzir progressivamente esta taxa). Quando taxas elevadas são utilizadas, a rede geralmente se torna instável. A abordagem por padrão é geralmente mais rápida. Principalmente se o conjunto de treinamento for grande e redundante. Uma outra vantagem desta técnica é que ela requer menos memória.

Na abordagem por ciclo, por sua vez, os pesos são atualizados após todos os padrões terem sido apresentados. Esta técnica é geralmente mais estável, mas ela pode ser lenta se o conjunto de treinamento for grande e redundante. Esta abordagem apresenta uma estimativa mais precisa do vetor gradiente, ao custo da necessidade de mais memória. A escolha da abordagem a ser utilizada depende da aplicação e da distribuição estatística dos dados.

Dificuldades no treinamento

Embora as seções anteriores possam sugerir o contrário, o algoritmo backpropagation apresenta uma série de dificuldades ou deficiências que desesti​mulam uma maior disseminação de seu uso. 

O principal problema diz respeito à lentidão do algoritmo para superfícies mais complexas. Uma forma de mi​nimizar este problema é considerar efeitos de segunda ordem para o gradiente descendente. Não é raro o algoritmo convergir para mínimos locais.

Mínimos locais são pontos na superfície de erro que apresentam uma solução estável, embora não sejam a saída correta. Algumas técnicas são utilizadas tanto para acelerar o algoritmo backpropagation como para reduzir a incidência de mínimos locais:

· Utilizar taxa de aprendizado decrescente;

· Adicionar nós intermediários;

· Utilizar um termo momentum;

· Adicionar ruído aos dados.

Entre as várias técnica utilizadas para acelerar o processo de treinamento e evitar mínimos locais, a adição de um termo momentum [RM86] é uma das mais freqüentes. Sua grande utilização é influenciada por ser uma técnica simples e efetiva.

A inclusão do termo momentum na fórmula de ajuste dos pesos aumenta a velocidade de aprendizado (aceleração), reduzindo o perigo de instabilidade. O termo momentum pode acelerar o treinamento em regiões muito planas da superfície de erro. Além disso, ele suprime a oscilação de pesos em vales e ravinas.

Outro problema que ocorre durante o treinamento de redes MLP é a possível ocorrência de overfitting. Conforme já discutido anteriormente, o overfitting ocorre quando, após um certo ciclo do treinamento, a rede começa a piorar, ao invés de melhorar, a sua taxa de acertos para padrões diferentes daqueles utilizados para o ajuste dos pesos. Diz-se então que a rede memorizou os padrões de treinamento, gravando suas peculiaridades e ruídos. Isto tem como resultado uma piora na capacidade de generalização da rede. Assim como para os problemas de lentidão e mínimos locais, existem alternativas para lidar com o problema de overfitting.

As alternativas mais utilizadas para reduzir a ocorrência de overfitting são:

· Encerrar o treinamento mais cedo (quando o erro de validação começa a subir) .

· Podar (pruning) os pesos da rede.

Entretanto um dos principais problemas do algoritmos backpropagation padrão é conhecido como superfície plana (do inglês, flat spot [Fah88]), quando a derivada da função sigmoidal de uma unidade se aproxima de zero durante o treinamento. A derivada da função sigmoidal é igual a oj (1 – oj) . Quando a saída da unidade se aproxima de 0.0 ou 1.0, a derivada da função sigmoidal se aproxima de zero. Isto ocorre mesmo quando o erro é o maior possível. Como o ajuste de pesos utiliza o valor da derivada, a unidade pode não ter seus pesos ajustados ou ajustá-los com um valor muito pequeno. Existem algumas propostas para superar este problema, entre elas:

· Utilizar uma medida de erro que tenda para infinito quando a derivada da sigmoidal tender para zero [Fra87] .

· Adicionar uma constante à derivada, evitando que o erro não seja igual a zero [AG94].

· Utilizar uma função de erro não linear [AG94].

Em [PNH86] é sugerida a utilização de taxas de aprendizados diferentes para os pesos de uma rede MLP. Os autores sugerem que a taxa de aprendi​zado associada à cada peso de um nodo j seja inversamente proporcional ao fan-in (número de conexões de entrada) de j . Esta técnica tem se mostrado adequada quando a variação no fan-in é muito grande. Os autores também sugerem que o termo momentum seja variado durante o treinamento: muito pequeno no início, devendo ser aumentado após a rede estabilizar sua taxa de erro. Alguns artigos também sugerem que a taxa de aprendizado seja variada durante o treinamento: inicialmente grande, a taxa deve ser reduzida quando a rede parar de diminuir o erro médio quadrático.

Conforme afirmado anteriormente, uma rede apresenta capacidade de ge​neralização quando ela classifica corretamente padrões não utilizados no trei​namento ou com ruído. A generalização ocorre através da detecção de carac​terísticas relevantes do padrão de entrada. Assim, padrões desconhecidos são atribuídos a classes cujos padrões apresentam características semelhantes. A generalização também permite a tolerância a falhas.

Variações do backpropagation  

Conforme exposto anteriormente, o algoritmo backpropagation padrão é muito lento para várias aplicações e seu desempenho piora sensivelmente para proble​mas maiores e mais complexos. Mesmo para problemas relativamente simples, o algoritmo backpropagation geralmente requer que todos os padrões de trei​namento sejam apresentados centenas ou até mesmo milhares de vezes. Isto limita a utilização prática deste algoritmo, permitindo apenas o treinamento de pequenas redes, com poucos milhares de pesos ajustáveis. Embora alguns problemas do mundo real (problemas práticos) possam ser tratados utilizando redes deste tamanho, a maioria dos problemas onde a tecnologia neural poderia apresentar uma solução adequada demandariam redes maiores e mais comple​xas.

Desde sua criação, várias alterações do algoritmo backpropagation têm sido propostas visando tanto acelerar seu tempo de treinamento, como melhorar seu desempenho na classificação de padrões. Destas variações, as mais utilizadas são backpropagation  com mometum [RM86], Quickprop [Fah88], Levenberg-Marquardt [HM94], momentum de segunda ordem [Pea92], Newton [Bat91] e Rprop [Rie94]. 

Ferramenta de Programação


Como já comentado anteriormente, o principal motivo que levou à escolha de JAVA como linguagem de programação para o sistema foi a decisão de tê-lo disponibilizado como applet numa página na Internet. E para esse propósito não restam dúvidas de que JAVA seria a linguagem de programação mais apropriada. Além disso, por ser uma linguagem amplamente difundida, estudada e conhecida por muitos programadores no mundo inteiro, aumenta a possibilidade de o aluno já saber programar em JAVA e por estar sempre em constate evolução, mantendo uma enorme gama de referências, facilita o aprendizado aos que ainda não tiveram contato com ela.


Nesta seção serão discutidas algumas particularidades da linguagem escolhida (JAVA), suas características, propriedades, vantagens e desvantagens, sem no entanto, entrarmos em detalhes nos aspectos de codificação [HC99].

A Linguagem Java


No lançamento da linguagem Java existia uma grande diferença entre o que se falava e as reais capacidades da linguagem. Com o passar do tempo, a tecnologia Java tem se tornado muito mais estável e confiável e as expectativas têm chegado a níveis mais razoáveis. No momento atual, Java vem sendo cada vez mais utilizada para prover a comunicação do middleware entre clientes e banco de dados e outros recursos servidores. Esta é uma área importante, onde Java, primariamente devido a sua portabilidade e propriedades de multitarefas e redes, pode ser de grande valia. Java também está sendo bastante utilizada em sistemas embutidos, onde está se firmando como linguagem de desenvolvimento padrão para aplicativos de dispositivos handhelds, quiosques de Internet, computadores de automóveis e etc.


Entretanto, tentativas de reescrever códigos já existentes para programas para PCs em Java não são encorajadas, pois a probabilidade de que elas se tornem mais lentas e que surjam certos problemas é grande. Com o uso da versão mais atual de Java, alguns desses problemas podem ser solucionados, mas ainda assim, deve-se pensar que os benefícios  de Java virão de novos tipos de dispositivos, aplicativos, técnicas de programação e tecnologias e não da reescrita de códigos já existentes.


Nesse ambiente, sistemas que utilizem Redes Neurais Artificiais devem tirar proveito das facilidades de programação distribuída em Java, bem como da aplicação de novas técnicas de programação [Wat97].

Java como ferramenta de programação


Como linguagem de programação, Java pode certamente ser considerada uma boa linguagem. Não há dúvidas de que é uma das melhores linguagens disponíveis para programadores sérios, mas também é certo que ela poderia ser uma excelente linguagem. Entretanto, após uma linguagem ser lançada, dificilmente mudanças radicais ocorrerão. É certo que com o passar do tempo, algumas melhorias têm sido e continuarão sendo feitas, porém a estrutura da linguagem Java continuará sendo a mesma.


Com isso em mente, pergunta-se então de onde surgiram as mudanças em Java. A resposta é que as maiores mudanças foram realizadas nas bibliotecas de Java. Com o pasar dos tempos a Sun Microsystems mudou desde os nomes de muitas das funções (para torná-las mais consistentes) passando pelo modo gráfico (modificando o modelo de tratamento de eventos) até a adição de importantes  características não existentes nas versões anteriores da linguagem. Como resultado, tem-se hoje uma ferramenta de programação muito mais útil; se não completamente robusta, pelo menos muito menos propensa a erros que as versões anteriores.


Como já citado anteriormente, cada versão de Java fez profundas modificações nas bibliotecas das suas predecessoras, e a versão atual não poderia fugir à regra. De fato, na versão 1.2 de Java existem aproximadamente o dobro de funções da versão 1.1.

Vantagens de JAVA


Sem dúvidas uma vantagem clara é a biblioteca de runtime que espera prover independência de plataforma. É possível utilizar o mesmo código no Windows 95/98, NT, Solaris, Unix, Macintosh e etc. Isso é, sem dúvidas, necessário para programação voltada a Internet.


Uma outra vantagem é a sintaxe similar a de C++, o que a torna econômica sem ser absurda. Java é também totalmente orientada a objetos – até mais que C++. Tudo em Java (com exceção de alguns poucos tipos básicos – como números) é objeto. Entretanto, a criação de uma nova linguagem que fosse apenas uma melhoria de um dialeto C++ valeria à pena? Não, contudo o ponto chave de Java é que  é muito mais fácil criar um código livre de bugs com Java do que com C++. Os projetistas de Java levaram em conta os aspectos que faziam o código de C++ ser tão propenso a bugs e adicionaram a Java características que eliminavam os tipos mais comuns de bugs:

· Alocação e desalocação manual de memória foram eliminadas. A memória em Java tem coleta de lixo automática. Não há a necessidade de se preocupar com memory leaks;

· Foram introduzidos arrays verdadeiros e eliminada a aritmética de ponteiros;

· Foi eliminada a possibilidade de confusão entre atribuição e o teste de igualdade numa condicional;

· Foi eliminada herança múltipla, substituindo-a com uma nova noção de interface. 

Propriedades e Características


Os autores de Java escreveram um artigo que explica os seus objetivos de projeto e o que foi realmente alcançado. Este artigo foi organizado e baseado nas dez seguintes propriedades e caracteristicas:

· Simples

· Orientada a Objeto

· Distribuída

· Robusta

· Segura

· Neutra quanto a Arquitetura

· Portável

· Interpretada

· Multitarefa

· Dinâmica

A seguir serão listados alguns trechos do artigo, bem como comentários feitos por Horstman e Cornell [HC99].

Simples

A sintaxe de Java é uma versão mais limpa de C++. Não há necessidade de cabeçalhos de arquivos, aritmética de ponteiros (nem mesmo uma sintaxe para ponteiros), estruturas, uniões etc. Entretanto, algumas outras funções bobas como o switch não foram melhoradas.

Orientada a Objeto


O conceito de orientação a objetos provou-se importantíssimo nesses últimos anos e hoje é quase que inconcebível que uma linguagem de programação moderna não o utilize. Assim, as características de orientação a objeto de Java são comparáveis com as de C++. A maior diferença é no que diz respeito a herança múltipla (para a qual Java encontrou uma melhor solução) e no modelo de metaclasse.

Distribuída


As capacidades relacionadas a Rede (networking) em Java são consideradas fortes e fáceis de usar. Qualquer um que tenha tentando programar para a Internet utilizando uma outra linguagem de programação notará a facilidade de se realizar certas tarefas em Java. Java também torna mais fácil a manipulação de CGIs e extremamente eficiente o processamento pelo lado servidor através dos servlets.

Robusta


Uma outra propriedade bastante útil: o compilador Java detecta vários problemas que, em outras linguagens, apareceriam apenas em tempo de execução (ou então nem apareceriam). Outro ponto importante, já discutido anteriormente, é a não manipulação de ponteiros, o que anula os erros causados por um bug de ponteiro. Em Java, ponteiros não são necessários para os construtores do dia-a-dia como strings e arrays. Caso necessário, você tem o poder dos ponteiros para listas lincadas, por exemplo. Entretanto, sempre haverá a segurança por você não ter acesso a um ponteiro perdido, cometer erros de alocação de memória ou ter que se proteger contra memory leak.

Segura


Vários bugs relacionados a segurança já foram encontrados nas diversas versões de Java, contudo, o lado bom dessa história é que os projetistas da linguagem anunciaram que terão tolerância zero a bugs relacionados ao quesito segurança e imediatamente trabalharão no conserto de falhas encontradas no mecanismo de segurança dos applets. Tornando público o modo como o interpretador Java funciona a Sun torna mais fácil com que os usuários encontrem falhas no sistema de segurança. Isso garante que os problemas serão encontrados o mais depressa possível. Mesmo assim, os problemas encontrados até agora foram poucos e sutis.


A seguir, alguns exemplos do que as características de segurança de Java não deveriam deixar que um programa Java fizesse:

· Sobrepor a pilha de tempo de execução;

· Corromper memória fora do seu espaço de processamento;

· Ler de ou escrever em arquivos locais quando executado através de uma classe segura, como um navegador que fora proibido de permitir esse tipo de acesso.

Todas essas características parecem estar funcionando corretamente como desejado. Java é certamente a linguagem de programação mais segura até a presente data, porém cuidado é sempre necessário. Para tornar a linguagem ainda mais confiável, foi introduzido o conceito de classe assinada. Com uma classe assinada, é possível ter certeza de quem assinou a classe. Com esse mecanismo, toda vez que o autor da classe seja confiável, ela poderá dispor de maiores privilégios na sua máquina.

Neutra quanto a Arquitetura


O compilador gera um arquivo neutro quanto a arquitetura – o código compilado é executável em vários processadores devido à presença do sistema de run time Java. O compilador Java faz isso gerando instruções de bytecode que não têm nada a ver com uma arquitetura em particular. Essa não é uma idéia nova; entretanto, o uso de bytecodes na maioria das vezes diminui drasticamente o desempenho. Os projetistas de Java realizaram um ótimo trabalho desenvolvendo um conjunto de instruções de bytecode que funcionam bem na maioria das arquiteturas dos computadores atuais; e, além disso, os códigos foram projetados de modo a facilmente serem traduzidos para as instruções de máquina.

Portável


Diferentemente de C e C++, não existem aspectos da especificação dependentes de implementação. Os tamanhos dos tipos primitivos de dados são especificados bem como o comportamento aritmético deles.


Por exemplo, um inteiro em Java possui sempre 32 bits. Em C/C++ pode ter 16, 32 ou qualquer outro tamanho que o desenvolvedor do compilador deseje.


Com esse esquema de tamanho fixo dos tipos numéricos um grande problema de portabilidade é eliminado. Os dados binários também são armazenados num formato fixo e as strings são guardadas num formato Unicode padrão.


É conhecida a dificuldade de se escrever um programa que fique bem no Windows, Macintosh e nos diferentes tipos de Unix. A primeira versão de Java mapeava elementos comuns da interface do usuário para diversas plataformas. Infelizmente essa não era uma solução que funcionava muito bem. Na versão mais atual de Java, essa biblioteca foi totalmente reescrita e não mais se baseia na interface do usuário do host. O resultado é muito mais consistente e muito mais atrativo que nas primeiras versões.

Interpretada


O interpretador Java pode executar os bytecodes diretamente em qualquer máquina para  a qual o interpretador tenha sido portado. Este fato, talvez, possa ser uma vantagem na fase de desenvolvimento do aplicativo; entretanto, o compilador Java ainda é considerado muito lento, principalmente caso o programador esteja acostumado à velocidade de Delphi ou VB.

Multitarefa


Os benefícios  de multitarefa em Java são uma melhor resposta interativa e um comportamento em tempo real. Java é considerada uma das mais fáceis linguagens para programação de aplicativos multitarefas. As threads em Java também possuem a capacidade de aproveitar as vantagens de sistemas com multiprocessadores, dependendo, claro, do sistema operacional. Infelizmente, as implementações de threads em Java em diferentes plataformas diferem bastante entre si. Contudo, mesmo assim, a facilidade com que pode-se programar multitarefas em Java é uma das principais razões pela qual Java é tão lembrada na hora de desenvolvimento para o lado servidor.

Dinâmica


Em vários modos Java é uma linguagem muito mais dinâmica que C ou C++. Ela foi projetada para se adaptar a um ambiente em evolução. As bibliotecas podem livremente adicionar novos métodos e variáveis sem afetar os seus clientes. Em Java, conseguir informações em tempo de execução também pode ser feito de um modo bem direto.


Esta é uma importante característica onde código deve ser adicionado a um programa em execução. Um exemplo clássico seria quando código fosse baixado da Internet para ser executado num browser. A versão mais atual de Java dá ao programador acesso tanto à estrutura quanto ao comportamento dos seus objetos. Isto é extremamente útil para sistemas que precisam analisar objetos em tempo de execução como os construtores de GUI de Java, depuradores, componentes plugáveis e bancos de dados objeto.

Java e a Internet


A idéia aqui é simples: os usuários farão o download de bytecodes Java da Internet para executá-los nas suas próprias máquinas. Programas Java que são executados em páginas Web são chamados de applets. O aplicativo proposto por esse trabalho será disponibilizado em forma de applet na Web a fim de que ele seja mais facilmente acessível pelos interessados. Esta foi a principal razão para a escolha de Java como linguagem de desenvolvimento.


Para utilizar um applet é necessário um navegador Java-enabled, ou seja, capaz de interpretar os bytecodes. Como a Sun está licenciando o código fonte de Java, pode-se acreditar que uma applet Java poderá ser executado sem problemas em qualquer navegador que afirme ser Java-enabled.

O Sistema


O objetivo principal inicial deste projeto é desenvolver uma técnica de ensino/aprendizado onde o aluno possa realmente entender não só os conceitos de Redes Neurais Artificias mas também estar ciente de como os algoritmos realmente funcionam.


Para isso, é necessária principalmente a implementação em uma linguagem de programação do modelo de Rede Neural escolhido para estudo e se for o caso, de diversos modelos para uma comparação se necessária. Para demonstração da Rede Neural, foi implementado um protótipo de um simples aplicativo com a função de reconhecimento de caracteres.

Aspectos da Implementação


Para este trabalho inicial foi selecionado o modelo MLP (Multilayer Perceptron) com o algoritmo de backpropagation por ser um modelo amplamente conhecido e estudado. As características e o funcionamento desse modelo foram detalhados em seções anteriores.

A linguagem escolhida para implementação foi Java, não só por todas as facilidades que a liguagem apresenta (já mencionadas na seção anterior), mas principalmente por ter-se definido que o aplicativo final deveria ser apresentado em forma de applet e nesse caso Java é, sem dúvidas, a linguagem mais adequada.

Funcionalidade

Este primeiro protótipo tem como função o reconhecimento de caracteres a partir de um conjunto de quadros na tela. O applet apresentará ao usuário três botões – Treinar, Testar e Sair – além de um conjunto com 16 quadros e uma área onde será informado qual o caractere reconhecido (Figura 5).

Inicialmente o botão Testar estará desabilitado e os quadros não estarão preenchidos. O usuário deverá então clicar no botão Treinar a fim de que a Rede Neural seja treinada com os parâmetros previamente configurados no código. Foi determinado que a interface deveria ter o mínimo de parâmetros de configuração a fim de tornar o uso do aplicativo o mais fácil possível para o usuário leigo na área.

[image: image2.jpg]Reconhecimento de caracteres

Treinar

sair

Resultado




Figura 5 - Tela inicial do  applet


Após o treinamento da rede, o botão Testar será então habilitado (Figura 5) e o usuário poderá, clicando nos quadros, “desenhar” a letra para reconhecimento.
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Figura 6 – Tela após treinamento da rede neural.


A cada clique num quadro, ele será preenchido e ao clique no botão Testar, o texto Resultado indicará a letra correspondente. Para esse protótipo, o aplicativo distinguirá entre as letras T e F.


Observe nas Figuras 6 e 7 o reconhecimento do caracter F corretamente “desenhado” em duas posições distintas. Já na Figura 8, pode-se notar que mesmo com a “falha” o caracter ainda assim é reconhecido.
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Figura 7 – Reconhecimento do caracter F na posição mais à esquerda
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Figura 8 - Reconhecimento do caracter F na posição mais à direita
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Figura 9 - Reconhecimento do caracter F mesmo com uma falha

Já nas Figuras 9 e 10 pode-se observar o correto reconhecimento do caracter T “desenhado” em duas posições distintas. A Figura 11 mostra o mesmo caracter reconhecido, desta vez com uma pequena falha.
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Figura 10 - Reconhecimento do caracter T na posição mais à esquerda
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Figura 11 - Reconhecimento do caracter T na posição mais à esquerda
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Figura 12 - Reconhecimento do caracter T mesmo com a falha

Conclusão e Trabalhos Futuros


Este trabalho foi o primeiro passo para o desenvolvimento e implantação de uma nova metodologia de ensino, aprendizado e estudo de assuntos relacionados às Redes Neurais Artificiais por alunos de Ciência da Computação. 

Com certeza ele mostrou ser viável essa nova técnica de ensino que dará ao aluno iniciante maiores informações e um maior entendimento das técnicas a serem abordadas e ao aluno já mais adiantado, mais tempo para um aprofundamento na pesquisa e uma maior bagagem sobre as noções básicas, devido ao modo como o estas foram ensinadas.

A pesquisa mostra também que a tecnologia de Redes Neurais Artificiais pode facilmente chegar a usuários não especialistas no assunto, desde que os desenvolvedores tenham em mente a que tipo de usuário os aplicativos se destinam e facilitem ao máximo o seu uso, deixando acessíveis o menor número possível de parâmetros de configuração. A possibilidade de aplicativos com essa simplicidade foi comprovada com o protótipo de sistema desenvolvido. Basta apenas que ele seja adaptado à area de atuação desejada.

Sabe-se que o surgimento de uma nova idéia, bem como as pesquisas sobre sua viabilidade e primeiros passos para sua implantação são bastante difíceis e complicados. Acredita-se que essa etapa fora completada com este trabalho; entretanto, não restam dúvidas de que ainda há muito mais a ser feito: a começar pela implementação e análise de outros modelos de Redes Neurais Artificiais por diferentes alunos, além de aprimoramento das técnicas de estudo. Talvez a elaboração de um roteiro especificando os passos a serem realizados fosse de vital importância. 

Também é indispensável o desenvolvimento de outros aplicativos mais elaborados e aprimorados. Poderia ser realizada uma pesquisa em diversas empresas para descobrir em que áreas técnicas de Redes Neurais Artificiais poderiam ser aplicadas a fim de melhorar o desempenho e/ou baixar custos. Desse modo, o estudo poderia gerar, a baixo custo, protótipos de fácil aceitação e entendimento para os potenciais interessados numa futura compra. E a partir desses protótipos os desenvolvedores poderiam chegar aos produtos finais.

É certo que de uma forma ou de outra, a maioria das aplicações e toda a atenção daqui por diante estarão voltadas para a Internet. Disponibilizando esses protótipos como applets facilitará não só  a troca de idéia por parte dos desenvolvedore e alunos bem como  tornará mais fácil o acesso a eles por parte de pessoas interessadas na aquisição de um produto totalmente funcional. Esse aspecto comprova e justifica a escolha de Java como linguagem de programação para o projeto.
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Apêndice A – Código fonte da Rede Neural


Abaixo, o trecho principal do código fonte em Java da implementação da Rede Neural.

public void randomize() {

     // Randomize weights here:

     for (int j=0; j<this.getNumHidden(); j++) {

       this.setBias1(j,-1+Math.random()/8192);

       this.setPrdlbs1(j, 0.0d);

       this.setDelbs1(j, 0.0d);

       for (int i=0; i<this.getNumInputs(); i++) {

         this.setWeight1(j, i,Math.random()-0.5d);

         this.setPrdlwt1(j, i, 0.0d);

         this.setDelwt1(j, i, 0.0d);

       }

     }

     for (int j=0; j<this.getNumOutputs(); j++) {

       this.setBias2(j,-0.1d + (double)Math.random()/8192);

       this.setPrdlbs2(j, 0.0d);

       for (int i=0;i<this.getNumHidden(); i++) {

          this.setWeight2(j, i, 0.1d *(double)Math.random()-0.05);

          this.setPrdlwt2(j, i, 0.0d);

          this.setDelwt2(j, i, 0.0d);

        }

     }

   }

   public void Forward () {

     for(int kl=0; kl<this.getEpocas(); kl++) {

     for(int itr=0; itr<this.getNumTraining(); itr++) {

     double ea,eb;

     for (int j=0;j<this.getNumHidden();j++) {

        this.setNetin1(j, this.getBias1(j));

        for(int i=0;i<this.getNumInputs();i++){

          this.setNetin1(j,this.getNetin1(j)+ (this.getWeight1(j, i)*this.getEntradas(itr,i)));

          }

        ea=(double)(Math.exp((double)(this.getNetin1(j))));

        eb=(double)(Math.exp((double)((-1.0d)*(this.getNetin1(j)))));

        System.out.println("ativ");

        System.out.println(ea-eb);

        System.out.println(ea+eb);

        System.out.println((double)(ea-eb)/(ea+eb));

        this.setActv1(j,(double) (ea-eb)/(ea+eb));

     }

        System.out.println("estive primeiro aqui");

     for(int j=0;j<this.getNumOutputs();j++)

     {

        this.setNetin2(itr,j, this.getBias2(j));

       for(int i=0;i<this.getNumHidden();i++){

         this.setNetin2(itr,j,this.getNetin2(itr,j)+(this.getWeight2(j, i)*this.getActv1(i)));

         }

       this.setNetout(itr,j, this.getNetin2(itr,j));

       System.out.println(this.getNetin2(itr,j)+"itr  "+itr+ "j" +j);

   }

   //public void BackWard () {

     for(int j=0;j<this.getNumOutputs();j++) {

       this.setError2(itr,j, (this.getSaidas(itr,j) - this.getNetin2(itr,j)));

       System.out.println("saida desejada");

       System.out.println(this.getSaidas(itr,j));

       System.out.println("saida calculada");

       System.out.println(this.getNetin2(itr,j));

       System.out.println("Error2");

       System.out.println(this.getError2(itr,j));

       this.setDelbs2(j,( this.getLcoef() * this.getError2(itr,j))+

                         (this.getMotum() * this.getPrdlbs2(j)));

       for(int i=0;i<this.getNumHidden();i++){

         this.setDelwt2(j, i,( this.getLcoef()*this.getError2(itr,j)*this.getActv1(i))+

                              (this.getMotum()*this.getPrdlwt2(j, i)) );

      }

     }

     for(int j=0;j<this.getNumHidden();j++) {

       this.setSum1(j, 0.0d);

       for(int i=0;i<this.getNumOutputs();i++) {

         this.setSum1(j, this.getSum1(j)+(this.getError2(itr,i)*this.getWeight2(i,j)));

       }

       this.setError1(itr,j, (1.0d+this.getActv1(j))*(1.0d-this.getActv1(j))*this.getSum1(j));

       this.setDelbs1(j,( this.getLcoef() * this.getError1(itr,j))+

                         (this.getMotum() * this.getPrdlbs1(j)));

       for(int ii=0;ii<this.getNumInputs();ii++) {

       setDelwt1(j,ii, (this.getLcoef() * this.getError1(itr,j))*(this.getEntradas(itr,ii))+

                              (this.getMotum() * this.getPrdlwt1(j,ii)));

       }

     }

     for(int j=0;j<this.getNumHidden();j++) {

       this.setBias1(j, this.getDelbs1(j) + this.getBias1(j));

       this.setPrdlbs1(j, this.getDelbs1(j));

       for(int ii=0;ii<this.getNumInputs();ii++) {

         this.setWeight1(j,ii, this.getWeight1(j,ii)+(this.getDelwt1(j,ii)));

         this.setPrdlwt1(j,ii, this.getDelwt1(j,ii));

         System.out.println("Delta");

         System.out.println(this.getDelwt1(j,ii));

       }

     }

     for(int j=0;j<this.getNumOutputs();j++) {

       this.setBias2(j, this.getDelbs2(j) + this.getBias2(j));

       this.setPrdlbs2(j, this.getDelbs2(j));

       for(int i=0;i<this.getNumHidden();i++) {

         this.setWeight2(j,i, this.getWeight2(j, i)+ (this.getDelwt2(j,i)));

         this.setPrdlwt2(j, i, this.getDelwt2(j, i));

       }

      }

     }

   }

}
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